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Resumo 

 
 
MONTEIRO, Rita de Cassia Mota. Métodos de identificação para separação 
de sementes de arroz quanto à diferença de pigmentação, dimensões e 
fissuras por meio do processamento de imagens . 2022. 71f. Dissertação 
(Mestrado em Ciências) – Programa de Pós-graduação em Ciência e Tecnologia 
de Sementes, Faculdade de Agronomia Eliseu Maciel, Universidade Federal de 
Pelotas, Pelotas, 2021. 
 
 
Para avaliação das fissuras foram utilizadas amostras de três lotes de sementes 
de arroz, um lote contendo semente úmida, não submetida à secagem (semente 
com casca) e dois lotes submetidos à secagem, um contendo semente com 
casca e outro contendo semente sem casca, cada amostra contendo 100 
sementes. Foram captadas imagens em formatos de raio X e RGB, na sequência 
processadas no software ImageJ - FIJI e introduzidas no software de 
aprendizagem de máquina, onde foram pré-processados com a utilização dos 
filtros adequados e depois classificadas por meio dos classificadores J48 e LDA. 
As imagens de raio X utilizando equipamento diferenciado permitem identificar 
fissuras em sementes de arroz pela utilização de técnicas de processamento de 
imagens e do classificador LDA. Além disso, a captura de imagens por RGB 
constitui-se em alternativa viável. A utilização dos filtros de forma individual ou 
em combinação pode consistir numa adequada alternativa para a classificação 
de sementes de arroz. Para a separação de sementes de arroz vermelho e preto 
de sementes de arroz branco, a componente de cor mais adequada é a escala 
de vermelho.  Por outro lado, para sementes de arroz preto e vermelho a 
resposta mais eficiente é obtida com a escala de azul. Para as diferenças de 
dimensões entre sementes é possível utilizar técnicas de processamento de 
imagens, sendo que as relações de comprimento e largura são as mais 
promissoras para alcançar maior eficiência do processo, com precisão de 72 e 
73%, respectivamente. 

 

Palavra-Chave: Oryza sativa L., RGB, Aprendizado de máquina, Imagens.  
 
  



 

Abstract 
 
 
MONTEIRO, Rita de Cassia Mota. Identification methods for rice seed 
separation regarding the difference in pigmentation, dimensions and 
fissures through image processing. 2022. 71f. Dissertação (Mestrado em 
Ciências) – Programa de Pós-graduação em Ciência e Tecnologia de Sementes, 
Faculdade de Agronomia Eliseu Maciel, Universidade Federal de Pelotas, 
Pelotas, 2021. 
 
 
For fissure evaluation, samples of three lots of rice seeds were used, a lot 
containing moist seed not subjected to drying (peeled seed) and two lots 
submitted to drying, a seed with peel and another containing seedless seed, each 
Sample containing 100 seeds. Images in X-ray and RGB formats were provided 
in the sequence processed in the ImageJ - FIJI software and introduced in the 
machine learning software, where they were pre-processed using the appropriate 
filters and then classified through the J48 and LDA classifiers. X-ray images using 
differentiated equipment allow identifying cracks in rice seeds by using image 
processing techniques and the LDA classifier. In addition, the capture of images 
by RGB is a viable alternative. The use of filters individually or in combination 
may consist of an adequate alternative for rice seed classification. For red and 
black rice seed separation of white rice seeds, the most suitable color component 
is the scale of red. On the other hand, the most efficient response is obtained with 
the blue scale for black and red rice seeds. It is possible to use image processing 
techniques for the differences in seeds, and the length and width ratios are the 
most promising to achieve greater process efficiency, accurately from 72 and 
73%, respectively. 
 
Keyword: Oryza sativa L., RGB, Machine Learning, Images.  
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1.1 Introdução 

A espécie Oryza sativa L. tem cultivo caracterizado como gramínea anual, 

que possui a facilidade de se adaptar a ambientes aquáticos por possuir 

aerênquima, um tecido parenquimatoso formado por células infladas ou grandes 

espaços, no colmo e nas raízes das plantas, o que permite a passagem do ar 

para a rizosfera (SOSBAI, 2018). A pálea e lema são as partes que constituem 

a casca do arroz, normalmente retiradas no beneficiamento. Elas envolvem a 

cariopse, conhecida como fruto-semente, que reveste a semente ligada ao 

pericarpo que é uma membrana que circunda o fruto (GUIMARÃES, FAGERIA, 

BARBOSA, 2002; SWAROWSKY; ASSMANN, 2016). 

A qualidade da semente é definida no campo de produção, entretanto o 

período de armazenamento é crucial na produção de sementes de alto vigor 

(PESKE; VILLELA e GADOTTI, 2019). Preservar a qualidade fisiológica das 

sementes contribui para o alto desempenho agronômico. 

O arroz vermelho e o arroz preto são caracterizados pela coloração do 

pericarpo. Possuem a capacidade de adequar-se ao campo dificultando sua 

identificação devido a alteração da sua cor e formato tornando-se semelhante às 

sementes de arroz branco cultivadas contribuindo para as perdas na lavoura 

(NOLDIN et al., 2004, DRUM; SILVA, 2017).  

A fissura origina-se quando a superfície se expande pela sorção da água 

do interior das sementes ou de ambos ocasionando assim uma ruptura 

superficial. A sua causa pode ser o processo de secagem artificial, onde a 

qualidade da semente pode ser reduzida se a mesma for exposta a condições 

adversas, tornando-as mais vulneráveis à quebra durante o processo de 

beneficiamento (OLIVEIRA; ROSA; CARVALHO, 2021). 

A utilização de sementes de alta qualidade influencia no rendimento da 

colheita, aumentando a produtividade (TAVARES et al., 2013; SILVA et al., 2016; 

BAGATELI et al., 2019). É possível contribuir para aumentar a qualidade das 

sementes, evitando a presença de sementes com fissuras e de outras espécies 

de arroz como vermelho ou preto.  

A identificação e classificação das sementes é realizada de maneira visual 

necessitando de tempo hábil, treinamento específico e, muitas vezes, custos 

elevados (FRANÇA-SILVA et al., 2020). A necessidade do setor sementeiro de 
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utilizar métodos mais precisos que permitam tomadas decisões de forma mais 

rápida, principalmente ao se trabalhar com grandes lotes, fazem com que a 

indústria invista em novas técnicas automatizadas e não destrutivas capazes de 

auxiliar no controle de qualidade das sementes durante o processo de pós-

colheita (RAZAVI et al., 2010; PATRÍCIO; RIEDER, 2018; NIXON; BURNS, 

2018; FRIGAU et al., 2019). 

Em busca de novas técnicas surgem novas alternativas para a indústria 

como o teste de raio X, processamento de imagens (PDI) e aprendizado de 

máquinas (AP).  Dessa forma, nos últimos anos, o interesse pelo uso de 

algoritmos com pré-processamentos apropriados visando tornar possível um 

sistema com características de qualidades específicas dos produtos vem 

tornando-se de grande importância e utilidade para as indústrias.  

O presente trabalho tem como objetivo identificar as diferenças por meio do 

processamento de imagens e aprendizado de máquinas para separação de 

sementes de arroz quanto à pigmentação, dimensões e fissuras.  

1.2 Objetivos e metas 

1.2.1 Objetivo geral  

Os objetivos deste trabalho serão avaliar a componente de cor que pode 

ser utilizada na separação de sementes de arroz vermelho e preto de lotes de 

sementes de arroz pelo uso de imagens RGB, verificando assim a viabilidade de 

seu emprego na seleção óptica mecanizada, como operação de beneficiamento 

e identificar a separação por meio de diferença de dimensões pelo emprego de 

técnicas de RGB e aprendizado de máquinas. Além disso, visa avaliar a 

identificação de fissuras em sementes de arroz em casca e descascadas pelo 

uso de técnicas de raio X e RGB. Em ambos os casos, após a identificação por 

meio de imagens, será utilizada a técnica de aprendizado de máquinas. 

1.2.2 Objetivos específicos  

I - Estabelecer diferentes componentes do sistema de cor vermelho, verde 

e azul para a separação de sementes de arroz vermelho e preto, a separação de 

sementes por meio de diferenças entre as dimensões.  

II - Identificar fissuras em sementes de arroz com utilização do 

processamento de imagens e do aprendizado de máquinas; 
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III - Avaliar a eficiência das ferramentas desenvolvidas mediante uso de 

aprendizado de máquinas para a categorização de lotes de sementes; 

IV - Operacionalizar processos com uso de técnicas de aprendizado de 

máquinas; 

V - Verificar a viabilidade do processo durante a separação de sementes.                      

1.3 Material e Métodos  

O presente trabalho será conduzido no Laboratório de Agrotecnologia, 

da Universidade Federal de Pelotas, Campus Capão do Leão, Pelotas-RS.  

 

1.3.1 Obtenção das amostras 

Para a execução das análises de danos em sementes serão utilizadas 

amostras representativas de lotes de sementes com diferentes tipos e níveis de 

danos, sendo as sementes separadas manualmente, obtendo-se os diferentes 

tratamentos. Essa separação será realizada pelo mesmo operador, empregando 

a mesma técnica, para minimizar a ocorrência de erros sistemáticos. Neste 

trabalho serão utilizadas sementes de arroz. As imagens serão digitalizadas 

empregando um escâner com um fundo de Etil Vinil Acetato (EVA) nas cores 

preta e azul, com dimensões de 22x30 cm, onde será delimitada uma área de 

11x11cm devido ao tamanho das amostras, junto com uma grade quadriculada 

do mesmo material, cada quadriculado com dimensões de 2x2cm com o intuito 

de analisar as sementes de arroz de forma individualizada. Entre as possíveis 

técnicas de aquisição das imagens a escolha do escâner foi a mais indicada, 

pois além de evitar a presença de sombras que podem dificultar na hora do 

processamento, a imagens de várias sementes podem ser capturadas 

simultaneamente. As imagens serão capturadas em RGB (vermelho-verde-azul) 

e depois processadas. As imagens escaneadas serão processadas no software 

ImageJ - FIJI (Schindelin et al., 2012), sendo esse um software livre, que terá a 

função de verificar qual das faixas de cores apresentará maior facilidade de 

separação das sementes, para futuro uso em equipamentos de seleção por cor 

em unidades de beneficiamento.  

Para isso serão gerados histogramas e, por meio destes, verificadas as 

maiores diferenças de tonalidade e, portanto, identificadas as tonalidades mais 

eficientes para a separação das sementes. Nos casos de a cor não ter sido 
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suficiente para tal separação, será usado o Software ImageJ - FIJI e filtros para 

a separação.   

 

1.3.2 Obtenção dos resultados 

Na sequência serão realizadas as análises estatísticas descritivas 

exploratórias, visando à obtenção de maior quantidade possível de informações 

por meio dos dados. Os dados coletados serão submetidos à análise de 

variância (p = 0,05) e depois comparados pelo teste de Tukey em nível de 

probabilidade de 5%. Serão obtidos dados estatísticos que relacionados 

permitirão refletir às propriedades físicas da área de pixels das imagens, além 

dos gráficos de histograma de frequência, frequência acumulada e utilização das 

médias com intervalo de confiança. 

Os resultados obtidos por meio das imagens serão classificados de 

acordo com separação e depois introduzidos em softwares de mineração de 

dados. No caso da separação por dimensões será utilizado o Google 

Colaboratory e para a separação das fissuras será utilizado o Weka (Eibe; Mark; 

Ian, 2016).  Na sequência será realizado o pré-processamento, sendo os dados 

divididos em arquivo de treinamento e de teste. Os classificadores utilizados 

serão Decision Tree (J48) tem como objetivo a construção de um modelo do 

valor de um alvo variável pela tomada de decisão a partir dos dados e Linear 

Discriminant (LDA) que tem como finalidade reduzir a dimensionalidade das 

características espectrais (originalmente 256) no conjunto de dados 

maximizando a classificação. Para a classificação das fissuras além do J48 foi 

utilizado o NaiveBayes, onde é possível presumir a independência entre os 

atributos dos dados empregando probabilidade, com a finalidade de melhor 

apresentar o resultado esperado para sua avaliação para separação das 

sementes quanto às dimensões (LI  et al.,2018, THARWAT; GABER; IBRAHIM; 

HASSANIEN, 2017; HARRISON, 2019). 

O resultado será obtido por meio de médias das precisões que 

correspondem ao desempenho sobre o conjunto de dados fornecido. Essa 

técnica auxiliará a reduzir a probabilidade de que coincidências subavaliem ou 

sobreavaliem o desempenho para uma determinada configuração. Todos os 

resultados reportados neste trabalho utilizarão essa técnica. 
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1.4 Cronograma do Projeto 

Atividades 
Ano 2021 Ano 2022 

abr-jun jul-set out-dez jan-fev 

Revisão de literatura X X X X 

Seleção dos lotes X 
   

Aquisição das imagens (raio-x) X X   

Aquisição das imagens (escaneadas) X X 
  

Introdução das Imagens no software X X 
  

Análise estatística 
 

X 
  

Classificação dos resultados 
 

X X 
 

Mineração dos dados   X X  

Interpretação dos dados 
 

X X X 

Redação da dissertação  X X X 

Elaboração dos artigos   X X X 
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2. Artigo 1 

Revista: Engenharia Agrícola 

 

MÉTODOS DE IDENTIFICAÇÃO DE FISSURAS EM SEMENTES DE ARROZ 

APÓS A SECAGEM ARTIFICIAL 

 

RESUMO: A crescente busca por novas técnicas eficientes, com baixo custo 

tornam o processamento de imagens e a aprendizagem de máquina alternativas para o 

beneficiamento de sementes. O objetivo deste trabalho foi identificar fissuras em 

sementes de arroz em casca e descascadas com o uso de técnicas de raio X e RGB e 

aprendizado de máquina. Foram utilizadas amostras de três lotes de sementes de arroz, 

um lote contendo semente úmida, não submetida à secagem (semente com casca) e dois 

lotes submetidos à secagem, um contendo semente com casca e outro contendo semente 

sem casca, cada amostra apresentando 100 sementes. Foram captadas imagens em 

formatos de raio X e RGB, na sequência processadas no software ImageJ e introduzidas 

no software de aprendizagem de máquina onde foram pré-processados com a utilização 

dos filtros adequados e depois classificadas por meio dos classificadores J48 e LDA. As 

imagens de raio X utilizando equipamento diferenciado permitem identificar fissuras em 

sementes de arroz pela utilização de técnicas de processamento de imagens e do 

classificador LDA. Além disso, a captura de imagens por RGB constitui-se em alternativa 

viável. A utilização dos filtros de forma individual ou em combinação pode constituir-se 

numa adequada alternativa para a classificação de sementes de arroz. 

PALAVRAS-CHAVE: Aprendizado de máquina, Imagens, RGB, Raio X  

 

 

FISSURE IDENTIFICATION METHODS IN RICE SEEDS AFTER 

ARTIFICIAL DRYING 

 
ABSTRACT: The growing search for new efficient, low-cost techniques make image 

processing and alternative machine learning for seed processing. The objective of this 

work was to identify fissures in bark and peeled rice seeds using X-ray and RGB 

techniques and machine learning. Samples of three lots of rice seeds, a lot was containing 
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moist seed, not subjected to drying (peeled seed) and two lots submitted to dry, one 

contained seed with peel and another containing seedless seed, each sample presenting 

100 seeds. Images in X-ray and RGB formats were provided in the sequence processed 

in the ImageJ software and introduced in the machine learning software, where they have 

been pre-processed using the appropriate filters and then classified by the J48 and LDA 

classifiers. X-ray images using differentiated equipment allow identifying cracks in rice 

seeds by using image processing techniques and the LDA classifier. In addition, the 

capture of images by RGB is a viable alternative. The use of filters individually or in 

combination may constitute an adequate alternative for rice seed classification. 

KEYWORDS: Machine Learning, Images, RGB, X-ray 

 

 

2.1 INTRODUÇÃO 

 

Há no Brasil uma cultura comercial que arroz de qualidade é o arroz longo, branco 

translúcido e sem impurezas. Para esse padrão ser obtido, as etapas de beneficiamento 

apresentaram evolução. Conta-se atualmente com máquinas modernas e eficientes para o 

alcance dessa qualidade (Monteiro et al., 2019). 

O uso de processamento de imagens em sementes ainda é pouco utilizado, mesmo 

que a técnica já se encontre nas Regras para Análise de Sementes (Brasil, 2009).  

Os primeiros trabalhos com raio X em sementes ocorreram em sementes de espécies 

florestais com Stark & Adams (1963) e Kamra (1976) e em tomate com Burg et al. (1994). 

Menezes et al. (2005) identificaram com eficiência fissuras em sementes de arroz por 

meio de raio X, no entanto, com o uso de um equipamento de acesso não muito fácil e de 

custo elevado.  

O teste de raio X tem a finalidade de verificar possíveis avarias como a presença de 

anomalias internas e insetos, danos mecânicos internos e sementes vazias na morfologia 
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interna. Embora não seja considerado um teste de viabilidade, os resultados adquiridos 

são relevantes para a avaliação da viabilidade dos lotes de forma rápida e precisa. A 

técnica busca absorver por meio de ondas eletromagnéticas distintas camadas de tecidos 

das sementes de acordo com sua densidade, sendo indicada para sementes que apresentam 

tegumentos mais rígidos (Elias et al., 2012). 

O uso em grande escala de um equipamento de raio X e seu custo inviabiliza a 

utilização desta técnica em escala comercial. Além disso, haveria a necessidade de 

treinamento especializado e o resíduo gerado é uma problemática ambiental. 

O processamento de imagens em RGB (escala vermelha, verde e azul) é uma técnica 

simples de captura de imagem. Monteiro et al. (2019) trabalharam com defeitos em grãos 

arroz como: gessado, marinheiro, ardido e manchado e picado, tendo eficiência em RGB, 

embora não tenham trabalhado com fissuras. Em outras espécies, como soja, foi utilizado 

para a detecção de sementes esverdeadas e com dano por umidade (Monteiro et al., 2021).  

O aprendizado de máquina (AP) também pode ser utilizado como ferramenta de 

uso em tarefas diárias. Seu princípio é composto por um campo da ciência da computação 

e um ramo central da inteligência artificial (IA) expressando seus resultados de forma 

estatística. O AP tem como característica o aprendizado automatizado, ou seja, sem a 

necessidade de orientações e regulações, facilitando a habilidade de aprendizado com os 

seus resultados e algoritmos antigos (Pooja et al., 2018). A aplicação da técnica no setor 

agrícola pode vir a contribuir, favorecendo e aprimorando recursos e equipamentos 

utilizados. Seu entendimento torna-se necessário para o desenvolvimento do setor pelo 

emprego de técnicas robustas, eficazes e viáveis (Talaviya et al., 2020).  

Por se tratar de duas técnicas não destrutivas, a combinação do processamento de 

imagens com inteligência artificial tende a facilitar e contribuir de forma positiva para o 

setor sementeiro, porém ainda há a necessidade de mais estudos relacionados ao assunto 
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(Pinheiro et al., 2021). Dessa forma, nos últimos anos o interesse pelo uso de algoritmos 

com pré-processamentos apropriados visando tornar possível um sistema com 

características de qualidades específicas dos produtos vem tornando-se de grande 

importância e utilidade para as indústrias.  

O presente trabalho tem como objetivo identificar fissuras em sementes de arroz 

em casca e descascadas com o uso de técnicas de raio X e RGB e aprendizado de máquina.  

 

2.2 MATERIAL E MÉTODOS 

 

O presente trabalho foi conduzido na Universidade Federal de Pelotas, Campus 

Capão do Leão, Pelotas-RS, no Laboratório de Agrotecnologia. Foram utilizadas 

amostras de três lotes de sementes de arroz, um lote contendo semente úmida, não 

submetida à secagem (semente com casca) e dois lotes submetidos à secagem, um 

contendo semente com casca e outro contendo semente sem casca, cada amostra 

apresentando 100 sementes. 

Antes de iniciar a avaliação das fissuras, as três amostras passaram por técnicas de 

processamento de imagens de raio X e RGB. A Figura 1 ilustra a sequência utilizada no 

estudo, a partir da chegada das amostras de arroz, nas quais ambas as imagens passaram 

até a aquisição dos seus resultados.  
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Figura 1. Diagrama do processamento de imagem em raio x e RGB para verificação de fissuras em sementes 

de arroz.  Figure 1. Diagram of image processing in x-ray and RGB for verification of cracks in rice seeds. 
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2.2.1 Avaliação das fissuras 

O índice de fissuras foi determinado segundo a metodologia proposta por Cnossen 

et al. (2003), em quadruplicada, avaliando-se 25 grãos inteiros, em cada repetição, para 

cada ensaio. Com auxílio de uma caixa de luz com paredes e fundo escuro, com tampa de 

vidro, verificou-se visualmente a existência de fissuras internas nos grãos, 

contabilizando-se o número total de grãos com fissuras e expressando-o em porcentagem. 

 

2.2.2 Captura da imagem em RGB 

As imagens em RGB foram captadas por meio de um escâner (modelo HP 

Photosmart C3180 All-in-One Printer), delimitado com fundo de EVA (Etil Vinil 

Acetato) na cor preta, com as dimensões de 22 x 30cm junto com uma grade quadriculada 

do mesmo material, cada quadrícula nas dimensões de 2 x 2cm com o intuito de analisar 

a semente de arroz de forma individual. 

 

2.2.3 Captura da imagem de raio X 

As imagens foram obtidas em equipamento de raio X odontológico Procion ion 70x 

coluna móvel, capaz de emitir radiação ionizante proveniente de um tubo eletrônico que 

contém anodo, catodo e filamento, o qual pode produzir e realizar a emissão de raios X 

com uma intensidade de 70 kVp e corrente elétrica do tubo de 8 mA. Amostras de 100 

sementes foram distribuídas em placas de vidro com células individualizadas (Figura 2). 

 

Figura 2. Equipamento de Raio X e amostra de sementes em placa de vidro. Figure 2. X-ray equipment and 

sample of seeds on glass plate. 
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Durante a exposição, a placa de vidro foi sobreposta ao sensor digital placa de 

fósforo (Acteon MicroImagem, 31x41mm) sobre a fonte de raios X. Testes preliminares 

realizados permitiram estabelecer o tempo de exposição de 45s a ser utilizado, conforme 

testes preliminares realizados que permitiram estabelecer o mesmo. 

 

2.3 Processamento das imagens 

2.3.1 Imagens em RGB 

Na sequência, as imagens foram importadas para o software ImageJ, utilizado para 

processamento e extração de informações de imagens RGB. Com a finalidade de 

individualizar as sementes foi utilizada uma grade de medição EVA 2 × 2 cm A leitura 

de pixels EVA não atrapalhou o processamento de imagens no software; as imagens 

foram tratadas com a ferramenta de limiar, eliminando suas variações. Por meio da 

visualização das imagens ampliadas, a classificação das sementes foi realizada por meio 

da análise do número de fissuras por semente: uma ou duas fissuras (Figura 3).  

 
Figura 3. Identificação de fissuras nas sementes em imagem RGB.  Figure 3. Identification of fissures in 

the seeds in RGB image. 

 

Com o auxílio do software ImageJ- FIJI (Schindelin et al., 2012) e sua ferramenta 

de seleção de pixels, foram feitas múltiplas seleções nas imagens, estabelecendo a região 

correta do interesse (ROI) no centro de cada imagem. Para isso, os quadros de cada 

imagem foram recortados com retângulos de 2,25 x 4,10 cm com o intuito de duplicar a 
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imagem e aproximá-la para captura de detalhes. Esse processo foi feito para aumentar a 

eficiência na execução das etapas seguintes.  

Para extrair as informações, foi necessário modificar a imagem RGB em oito bits, 

transformando-a em tons de cinza, contendo 256 tons possíveis, variando de zero (preto 

absoluto) a 255 (branco absoluto). A binarização da imagem foi necessária para que as 

sementes pudessem ser identificadas individualmente, representadas por um contorno e 

um número, auxiliando na obtenção de diversas características como área projetada no 

plano, perímetro e contagem de pixels em cada uma das regiões identificadas, conforme 

o interesse do trabalho. Após a transformação da imagem, foi realizada a etapa a 

segmentação através do comando de pré-processamento denominados adjust threshold 

com a finalidade de definir os valores de limite inferior e superior segmentando imagens 

em escala cinza em recursos de interesse e de fundo e binary com a função de converter 

uma imagem em preto e branco (Ferreira & Rasband, 2011). Nessa etapa, cada imagem 

foi dividida em duas ou mais classes de pixels (imagem binária). Com isso, as imagens 

foram analisadas pixel a pixel, obtendo-se assim o valor total de pixels em cada semente, 

separando o fundo, classificado como 255 (branco absoluto), do objeto de interesse. Na 

sequência foi utilizado o comando Shape Descriptor Maps, do plug-in BioVoxxel, que 

tem como finalidade contribuir para a identificação de características de acordo com suas 

propriedades de forma, de maneira visual sendo assim possível verificar as fissuras 

(Brocher, 2014) .   

2.3.2 Imagens em raio X 

As imagens adquiridas por meio do equipamento de raio X foram digitalizadas e 

processadas conforme a Figura 4 no software ImageJ- FIJI.  

 

Figura 4. Sequência do processo de obtenção das fissuras no arroz sem casca por meio de imagens de raio 

X. Figure 4. Sequence of the process of obtaining fissures in peelless rice through X-ray images. 

 

Na sequência, as imagens foram introduzidas no software ImageJ. A primeira etapa 

realizada foi a calibração do próprio para a determinação de uma medida real, após foi 

https://imagej.net/BioVoxxel_Toolbox.html#Shape_Descriptor_Maps
https://imagej.net/Following_an_update_site
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delimitado com retângulo com as mesmas dimensões dos utilizados para o processamento 

de imagens de RGB, com o intuito de duplicar a imagem e aproximá-la para captura de 

detalhes.  

No caso das imagens obtidas por meio do raio X, não foi necessário transformar a 

imagem em escala de cinza (8 bits) antes da correção de fundo. Foram utilizados os filtros 

de Media que suaviza a imagem atual substituindo cada pixel pela média da vizinhança e  

o Median com objetivo de suavizar a imagem atual, fazendo com que cada pixel fosse 

substituído pela média do pixels ao redor.  

As próximas etapas foram semelhantes às verificadas nas imagens em RGB, 

ocorrendo os processos de subtração do fundo, com o uso do comando threshold para 

dividir a imagem em classes de pixels e depois a utilização do plug-in BioVoxxel.  

Na sequência do processamento de imagens em raio X e RGB, os dados foram 

analisados por meio do aprendizado de máquinas.  

 

2.3.3 Aprendizado de máquina 

Os resultados obtidos por meio das imagens foram utilizados para a base de 

treinamento por aprendizado de máquina supervisionado, composto por três tipos de 

sementes classificadas utilizando um atributo. A separação foi realizada de forma visual  

de acordo com a ocorrência de fissuras nas sementes, havendo a sua presença foi 

classificada como SIM e não ocorrendo foi classificada como NÃO (Tabela 1). 

Sementes de Arroz 
Classificação 

Sim Não 

Sementes sem casca 52 11 

Sementes com casca 46 19 

Sementes com casca e controle 38 16 
Tabela 1. Número de imagens capturadas e sua classificação quanto à presença ou não de fissuras. Table 1. 

Number of captured images and their classification as to the presence or not of fissure.  

 

Na sequência, os resultados foram inseridos no software de mineração de dados 

denominado Weka (Eibe; Mark; Ian, 2016). Foi realizado um pré-processamento para os 

https://imagej.net/Following_an_update_site
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dados de imagem com a finalidade de detectar a presença de alguma imagem que 

estivesse corrompida, vindo a prejudicar a classificação.  

Após foi realizado o uso de filtros. Essa técnica não-supervisionada é realizada por 

meio de filtros indicados para imagens (Tabela 2) inclusos no pacote imageFilters, com 

o intuito de transformar os valores de intensidade de pixel para obter dados numéricos.  

Filtros 

ColorLayoutFilter 

EdgeHistogramFilter 

BinaryPatternsPyramidFilter 

FCTHFilter 

SimpleColorHistogramFilter 

PHOGFilter 
                                     Tabela 2. Filtros analisados. Table 2. Analyzed filters. 

 

Na primeira etapa do pré-processamento, os filtros foram avaliados de forma 

individual e de acordo com os resultados obtidos por meio dos atributos foram realizadas 

combinações (Tabela 3) entre os mesmos, para ambas as técnicas de processamento de 

imagens.  

Combinações 

EdgeHistogramFilter + BinaryPatternsPyramidFilter 

EdgeHistogramFilter + FCTHFilter 

EdgeHistogramFilter + PHoGFilter 

BinaryPatternsPyramidFilte + FCTHFilter 

BinaryPatternsPyramidFilte + PHoGFilter 

FCTHFilter + PHoGFilter 
                     Tabela 3. Combinações entre filtros.  Table 3. Combinations between filters.  

 

 

Na sucessão, os dados foram analisados empregando os classificadores Decision Tree 

(J48) e Linear Discriminant Analysis (LDA), com a finalidade de melhor apresentar o 

resultado esperado para a avaliação dos resultados obtidos. 

 

3. RESULTADOS E DISCUSSÃO 

 

Foram realizados pré-testes antes da definição da metodologia, um sendo o tempo 

de exposição para a captura da imagem em raio X.  
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Arruda et al., (2016) verificaram que análise de imagens radiográficas possibilitou 

a identificação de danos mecânicos, danos por percevejos e tecidos deteriorados em 

sementes de Crotalaria juncea, com efeitos negativos à germinação. 

A identificação das fissuras neste trabalho observou que o processamento de 

imagem identificou prioritariamente uma, duas ou três fissuras conforme a Figura 5.  

Na Figura 5 é possível identificar o processamento de imagem realizado a partir de 

uma imagem de raio X no qual no tratamento sem casca e seco 81% das imagens 

possuíam fissuras. A possibilidade de analisar fissuras sem a necessidade de realizar o 

descascamento faz com que a análise se torne menos morosa e com isso contribua com 

os laboratórios de qualidade de sementes e de grãos. 

 
Figura 5. Fissuras visualizadas após processamento de imagem em sementes de arroz sem casca 

e secas capturadas por raio X. Figure 5. Fissures viewed after image processing in peeled rice seeds and 

dried captures by X-ray. 

 

No tratamento de sementes de arroz com casca e secas, 71% possuem fissuras em 

imagens de raio X, sendo que 100% do total das fissuras é no endosperma, conforme a 

classificação de Silva et al. (2014). 

No tratamento com casca e sem secagem, 70% das sementes têm fissuras em 

imagens de raio X. Já era esperado que a secagem causasse mais fissuras em sementes de 

arroz. Pois a transição vítrea, que pode ocorrer durante a secagem e/ou logo após, durante 

o período de resfriamento natural dos grãos (têmpera), está diretamente relacionado ao 

aumento de gradientes de umidade, temperatura e tensão dentro dos grãos, o que pode 
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causar fissuras (Mukhopadhyay & Siebenmorgen, 2018). Sendo que, novamente 100% 

das fissuras são no endosperma (Figura 6). 

As fissuras do grão de arroz são fraturas ocorridas por estresse que se 

desenvolvem nas camadas interna ou externa do endosperma do grão, causadas por uma 

combinação de gradiente de umidade, estresse térmico e mecânico, que podem ocorrer 

em pré e pós-colheita, particularmente durante o processo de secagem (Tong et al., 2019). 

 
Figura 6. Fissuras visualizadas após processamento de imagem em sementes de arroz com casca e sem 

secagem capturas por Raio X, duas fissuras (a), uma fissura (b) e sem fissuras (c), respectivamente. Figure 

6. Fissures viewed after image processing in rice seeds with peel and without drying captures by X-ray, two 

fissures (a), one fissure(b) and no fissures (c) respectively. 

 

Na Figura 6 nota-se que não há fissuras transversais, o que pode ser justificado pois 

houve somente duas operações unitárias: secagem e descascamento. Muito 

provavelmente, no processamento industrial de grãos de arroz no qual a operação de 

polimento haverá a possibilidade de fissuras transversais. 

Ao analisar as diferentes técnicas, observa-se na Tabela 4 que ao utilizar o filtro 

Binary os resultados obtidos apresentam valores inferiores e os da técnica de raio X, esses 

com valores superiores em comparação aos demais, independente do filtro.  

Sementes 

Seca sem casca Seca com casca Controle 

Raio X 
Escaneadas 

Raio X 
Escaneadas 

Raio X 
Escaneadas 

Adjust Binary Adjust Binary Adjust Binary 

Total 63 70 70 65 88 88 56 88 88 

Fissuras 51 35 33 46 35 29 39 26 25 

% fissuradas 81 50 47 71 40 33 70 30 28 
Tabela 4. Número de sementes analisadas por amostra e porcentagem de fissuras (%) obtida através de 

diferentes filtros e tratamentos de sementes de arroz. Table 4. Number of seeds analyzed by sample and 

percentage of fissures (%) obtained through different filters and rice seeds treatments. 
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Ao analisar as duas técnicas são obtidos os resultados encontrados na Tabela 5, 

onde a técnica de raio X possui valores absolutos superiores à técnica RGB. Ainda que 

sementes controle e seca com casca possam possuir a mesma porcentagem de sementes 

fissuradas, isto seria considerado um equívoco de leitura devido a secagem. 

Há uma tendência na técnica de sementes por RGB (escaneadas) que as sementes 

com casca e não secas (controle) apresentem menos fissuras que as demais. Isso 

demonstra a realidade do teste por que sementes que passaram por alguma operação 

unitária possuem maior probabilidade de cisalhamento e consequentemente fissuras 

(Tong et al., 2019). 

Tong et al. (2019) discutem que o aquecimento volumétrico com secagem por 

micro-ondas minimiza a fissura do arroz, mantendo a qualidade do processamento, talvez 

por uma diferente aglomeração dos grânulos de amido, aumentando assim a resistência 

dos grãos. Portanto, a captura da imagem por raio X pode causar o mesmo efeito da 

secagem por microondas e com isso os dados se equiparem às sementes secas (Tabela 5). 

Menezes et al. (2012) concluíram que as imagens radiográficas permitem a 

identificação de fissuras em sementes de arroz secas artificialmente e sua correlação com 

a porcentagem de plântulas normais e anormais no teste de germinação. 

Outro pré-teste, já no pré-processamento das imagens, foi a escolha das 

combinações dos filtros, podendo-se notar que os filtros ColorLayoutFilter e 

SimpleColorHistogramFilter foram eliminados das combinações em razão das baixas 

respostas. 

Tratando-se da utilização de aprendizado de máquina, a aplicação de um filtro 

significa para cada instância que seus atributos numéricos são adicionados aos dados. 

Esses atributos têm como finalidade auxiliar na precisão dos algoritmos de classificação 

de dados (Abidin, 2019). 
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Nesse caso, os filtros que apresentaram valores de atributos significativos foram os 

filtros de BinaryPatternsPyramidFilter e PHOGFilter (Pyramid Histogram of Oriented 

Gradientes) com valores de 758 e 632, respectivamente que contribuem para a 

transformação de valores de pixels em valores numéricos. O filtro 

BinaryPatternsPyramidFilter tem como finalidade gerar histogramas locais onde os 

padrões de escala maior ocorrem nas regiões das imagens, sendo de bastante utilidade 

para imagens que apresentam texturas. Já o PHOGFilter consiste em um histograma de 

gradiente orientação de cada sub-região de imagem de cada nível de resolução (Abidin, 

2019).  

No caso de utilizar o filtro de forma individual, o mais indicado seria o 

BinaryPatternsPyramidFilter, porém a combinação dos dois filtros com funções 

diferentes fez aumentar o número de atributos, para cada instância, de forma que mais 

regiões fossem avaliadas ao utilizá-los. 

Os resultados de fissuras obtidos por meio da aprendizagem de máquina para as 

imagens de raio X, utilizando os classificadores J48 e LDA, compreenderam 74,60% e 

92,06%, respectivamente para sementes sem casca. Para as sementes com casca foram 

obtidos 83,08% e 90,77% e para as sementes com casca e controle 64,81% e 87,04%. Em 

todas as avaliações, o classificador LDA apresentou valores superiores, indicando maior 

eficiência. Os resultados obtidos na classificação realizada por meio das imagens de 

sementes sem casca em RGB com aplicação das técnicas de Adjust e Binary 

compreendidas, ou seja, a classificação correta empregando os classificadores J48 e LDA 

foi inferior aos encontrado para as imagens de raio X. 

Para a avaliação do desempenho de cada um dos algoritmos de classificação, foram 

utilizadas as matrizes de confusão (Figura 7) nas imagens de raio X. É possível notar que 

com a execução dos classificadores J48 e LDA, o segundo apresenta valores superiores 
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de verdadeiro positivo para todas as classificações de sementes indicando que o modelo 

de classificação consegue identificar as sementes que realmente apresentam fissuras.  

 

Figura 7. Matriz de confusão para os algoritmos J48 e LDA para imagens obtidas por meio do raio X. 

Figure 7.  Matrix of confusion for J48 and LDA algorithms for images obtained through X-ray. 

 

Em geral, as sementes sem casca com a utilização do Binary apresentaram 

porcentagens de classificação correta inferiores aos resultados de Adjust. Em 

contrapartida, ao avaliar o desempenho dos algoritmos por meio das matrizes de 

confusão, é possível notar pelos resultados que a escala azul apresenta resultados 
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superiores em ambas as classificações, assim como para as sementes com cascas (Figura 

8). No caso das sementes com casca e controle, ambas as classificações indicaram maior 

quantidade de fissuras na escala azul chamando a atenção para o classificador J48. 
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Figura 8 - Matriz de confusão para os algoritmos J48 e LDA para imagens obtidas por meio de RGB – Adjust e Binary.  Figure 8 - Confusion matrix for the J48 and LDA 

algorithms for images obtained by RGB - Adjust and Binary
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A escala azul indicou resultados superiores na classificação de todas as sementes 

avaliadas durante o trabalho, em ambos os classificadores utilizados.  Essa mesma escala 

alcançou resultados satisfatórios no estudo de Monteiro et al. (2019) para avaliar a 

separação de defeitos de grãos de arroz por meio de imagens RGB, verificando a 

viabilidade dessa técnica para beneficiamento. 

O método de LDA pode ser utilizado para classificação de qualidade de sementes 

por meio de diferentes características obtidas por imagens (Silva et al., 2021). Em seu 

estudo, Medeiros et al. (2020a) utilizaram técnicas de aprendizagem de máquina e 

imagens de raio X para avaliar a capacidade de germinação das sementes de Jatropha 

curcas e sua viabilidade pela combinação das técnicas. Os resultados indicaram que as 

imagens de raio X são capazes de fornecer informações necessárias para separar as 

sementes de forma individual, avaliando a qualidade das sementes, enquanto a 

aprendizagem de máquina é adequada para separar as sementes com alta precisão. 

As imagens de raio X alcançaram valores de 96,1% para sementes sem casca, 93,5% 

para sementes com casca e 80% para sementes com casca e controle. Para distinguir uma 

amostra com diversidades de grãos de arroz, Nagoda & Ranathinga (2018), para imagens 

em RGB com a utilização do filtro Local Binary Pattern (LBP), encontraram para os grãos 

com casca 96,04% e 99,75% para o arroz sem casca.  Em ambos os estudos, independente 

do formato das imagens, a utilização dos filtros apresentou resultados satisfatórios, 

tornando-se assim alternativa para auxiliar no processo de classificação. 

Os resultados de precisão de 81%, 71% e 70% para sementes sem casca, com casca 

e controle com casca mostraram-se superiores ao trabalho de Shi et al. (2019) para 

imagens de sementes de arroz com casca em raio X onde indicou que a mesma capacidade 

do algoritmo de visualizar as fissuras com porcentagens variou entre 0-60%.  
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Estudos com sementes de outras espécies também apresentam resultados que 

contribuem para a utilização da técnica. Para avaliar sementes de soja de acordo com seu 

potencial e desempenho fisiológico, Medeiros et al., (2020b) utilizaram técnicas de 

análise de imagens de métodos interativos e tradicionais com aprendizagem de máquina. 

Os resultados indicaram que a combinação das técnicas é de alta precisão para a 

classificação, conseguindo identificar danos, classificar plântulas quanto ao vigor e 

avaliar a qualidade das sementes.  

Este trabalho buscava identificar uma técnica fácil e de baixo custo para o 

levantamento de fissuras de sementes de arroz. Os resultados alcançados mostraram que 

a técnica de RGB constitui-se em alternativa viável devido ao baixo custo e reduzida 

complexidade em comparação ao raio X, conforme observado por Brunes et al. (2016) 

em trigo, Monteiro et al. (2019) e Brunes et al. (2019) em arroz e Monteiro et al. (2021) 

em soja. 

 

4. CONCLUSÃO 

 

As imagens de raio X utilizando equipamento diferenciado permitem identificar 

fissuras em sementes de arroz pela utilização de técnicas de processamento de imagens e 

do classificador LDA. Além disso, a captura de imagens por RGB constitui-se em 

alternativa viável. 

 A utilização dos filtros de forma individual ou em combinação pode constituir-se 

numa adequada alternativa para a classificação de sementes de arroz. 
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5. Artigo 2  
 
 

MÉTODOS DE IDENTIFICAÇÃO POR MEIO DO PROCESSAMENTO DE 
IMAGENS PARA SEPARAÇÃO DE SEMENTES DE ARROZ QUANTO À 

DIFERENÇAS DE PIGMENTAÇÃO E DE DIMENSÕES 
 

 

Resumo – A busca por padrões de qualidade em sementes de arroz faz com 
que ocorra a evolução das etapas do beneficiamento com a utilização de 
máquinas modernas e processos mais rápidos e precisos. O presente estudo 
tem o objetivo de avaliar a componente de cor que pode ser utilizada na 
separação de sementes de arroz vermelho e preto de lotes de sementes de arroz 
branco pelo uso de imagens RGB, verificando assim a viabilidade de seu 
emprego na seleção óptica mecanizada, como operação de beneficiamento e 
identificar a separação por meio de diferenças quanto às dimensões pelas 
técnicas de RGB e aprendizado de máquinas. Para a execução foram separadas 
de forma manual, amostras de sementes de arroz branco, vermelho e preto. Na 
sequência, ocorreu a captação das imagens por meio de um escâner, delimitado 
com EVA de cor azul escolhido por nenhuma das sementes apresentar 
tonalidades iguais ao fundo, com as dimensões de 22x30cm junto com uma 
grade quadriculada do mesmo material, cada quadrícula apresentando 
dimensões de 2x2cm com o intuito de analisar a semente de arroz de forma 
separada. As imagens foram introduzidas no software ImageJ, onde foram 
analisadas e os dados coletados foram submetidos à análise de variância 
(p≤0,05) e depois comparados usando o teste de Tukey com 5% de 
probabilidade e submetidos à regressão polinomial. Para a realização da 
avaliação das sementes em relação às diferentes dimensões, os resultados 
foram introduzidos no Python, manipulado por meio das bibliotecas específicas 
e classificados por meio dos classificadores J48 e Naive Bayes. Para a 
separação de sementes de arroz vermelho e preto de sementes de arroz branco, 
a componente de cor mais adequada é a escala de vermelho.  Por outro lado, 
para sementes de arroz preto e vermelho a resposta mais eficiente é obtida com 
a escala de azul.Para as diferenças de dimensões entre sementes é possível 
utilizar técnicas de processamento de imagens, sendo que as relações de 
comprimento e largura são as mais promissoras para alcançar maior eficiência 
do processo, com precisão de 72 e 73%, respectivamente. 
 
Palavra-Chave: Oryza sativa L., RGB, Aprendizado de máquina, Imagens.  
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IDENTIFICATION METHODS BY PROCESSING IMAGES FOR RICE SEED 
SEPARATION FOR PIGMENTATION AND DIMENSION  

 
Abstract - The search for quality standards in rice seeds causes the evolution of 
the processing steps with the use of modern machines and faster and faster 
processes. The present study aims to evaluate the color component that can be 
used to separate red and black rice seeds from white rice seeds by using RGB 
images, thus verifying the feasibility of employment in the mechanized optical 
selection. As a beneficiation operation and identify separation through differences 
for dimensions by RGB techniques and machine learning. For execution were 
separated manually, white, red, and black rice seed samples and in the 
sequence, the capture of the images occurred through a scanner, delimited with 
blue-colored EVA chosen by any of the seeds present shades equal to the 
bottom, with the dimensions of 22x30cm along with a checkered grid of the same 
material, each compressing 2x2cm to analyze the rice seed separately. The 
images were introduced in the ImageJ software, where they were analyzed, and 
the data collected were submitted to analysis of variance (p≤0.05) and then 
compared using the Tukey test with 5% probability and submitted to the 
polynomial regression. In order to carry out the seed assessment concerning the 
different dimensions, the results were introduced in Python, manipulated by the 
specific libraries, and classified through the J48 and Naive Bayes classifiers. For 
red and black rice seed separation of white rice seeds, the most suitable color 
component is the scale of red. On the other hand, for black and red rice seeds, 
the most efficient response is obtained with the scale of blue. Therefore, it is 
possible to use image processing techniques for the differences in seeds, and 
the length and width ratios are the most promising to achieve greater process 
efficiency, accurately from 72 and 73%, respectively. 
 
Keywords: Oryza sativa L., RGB, Machine Learning, Images. 

 
 

5.1 Introdução 

Além de apresentar grande importância socioeconômica, o arroz (Oryza 

sativa L) é um dos produtos mais consumidos no mundo. Ao que tudo indica, a 

safra 2021/2022 não será favorecida pelas condições climáticas e que ocorrerão 

reduções de 2,4% e 10,1%, tanto na área cultivada como na produção, 

respectivamente em comparação com os resultados obtidos na safra anterior 

(CONAB, 2022).  

A espécie de Oryza sativa L apresentam cultivares especiais 

diferenciadas pela sua pigmentação. O arroz preto possui casca de coloração 

palha e um pericarpo de cor preta.  Já o arroz vermelho possui um pericarpo de 

coloração avermelhada e a capacidade de adaptação ao sistema de produção 
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competindo por recursos essenciais para o desenvolvimento da produção 

(DRUM; SILVA, 2017; GOUVÊA et al., 2017).  

Entre os processos do beneficiamento está a separação das sementes. 

Esse processo tem como finalidade distinguir as sementes das impurezas por 

meio de características físicas. Um dos princípios de separação é por meio de 

diferenças quanto às dimensões de largura, espessura e comprimento 

(CARVALHO e NAKAGAWA, 2012).  

Durante a produção de sementes de arroz é fundamental que a alta 

qualidade fisiológica das mesmas seja mantida desde o período da colheita até 

o armazenamento (MENEZES; CÍCERO; VILLELA, 2005).  

Levar em consideração que as sementes pigmentadas possuem 

semelhanças quanto as suas dimensões em relação ao sementes de arroz 

branco faz com que a seleção eletrônica por cor através da componente de cor 

adequada surja como uma opção para a sua retirada (MONTEIRO et al.,2020). 

Diversos estudos na área de pós-colheita estão utilizando a técnica de 

processamento digital de imagens (PDI). Em seu estudo Monteiro et al., 2021, 

indicou de acordo com a variação entre as escalas, a vermelha foi a mais 

adequada para a remoção de sementes esverdeadas de soja.  Já no estudo de 

Monteiro; Gadotti; Araújo, 2019, também utilizando análise de imagens, foi 

possível identificar a escala de cor mais adequada para a separação dos defeitos 

presentes nos grãos. Em sementes de coentro por meio de parâmetros de 

separação baseados pela diferença de coloração foi possível uma melhor 

solução (MOREIRA et al., 2022). Os três estudos indicaram a possibilidade de 

utilização de novas técnicas de separação nas indústrias.  

Entre as características do aprendizado de máquinas (AP) está a 

capacidade de aprendizado automatizado, o que auxilia no aprendizado pois não 

há necessidade de serem realizadas regulagens ou orientações. A utilização da 

técnica no setor sementeiro auxilia em tomadas de decisões de forma mais 

rápida favorecendo e aprimorando novas técnicas. Para que ocorra esse 

desenvolvimento é necessário o seu entendimento (POOJA; SHARMA; 

SHARMA, 2018; MORAES, 2020, MONTEIRO; GADOTTI; VILLELA, 2021).  
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O presente trabalho tem o objetivo de avaliar a componente de cor que 

pode ser utilizada na separação de sementes de arroz vermelho e preto de lotes 

de sementes de arroz pelo uso de imagens RGB, verificando assim a viabilidade 

de seu emprego na seleção óptica mecanizada, como operação de 

beneficiamento e identificar a separação das mesmas por meio de diferença de 

suas dimensões por meio de técnicas de RGB e aprendizado de máquinas.  

5.2 Material e métodos 

O presente trabalho foi conduzido na Universidade Federal de Pelotas, 

Campus Capão do Leão, Pelotas-RS, no Laboratório de Agrotecnologia, sendo 

a captura de imagens realizada no período de maio a setembro de 2020.  

5.2.1 Captura da imagem em RGB 

Foram selecionadas quatro amostras contendo 88 sementes cada uma, 

totalizando 352 sementes de arroz branco, vermelho e preto (Figura 9). As 

amostras foram resultantes da porção sementes puras, previamente 

descascadas, conforme as Regras para Análise de Sementes (Brasil, 2009). 

 As amostras foram separadas de forma manual, pelo mesmo operador 

para minimizar erros. Na sequência, as imagens foram dispostas no escâner e 

delimitadas com fundo de EVA (Etil Vinil Acetato) 22x30cm junto com uma grade 

quadriculada do mesmo material, cada quadriculado com dimensões de 2x2cm 

com o intuito de analisar as sementes de arroz de forma individualizada.  

 
Figura 9 – Imagem representativa de sementes de arroz a) branco - b) preto - c) vermelho.  
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As imagens foram captadas uma por vez por meio de um escâner (modelo 

HP Photosmart C3180 All-in-One Printer) e na sequência introduzidas no 

software ImageJ- FIJI (SCHINDELIN et al., 2012). Após inseridas, a primeira 

etapa foi realizar a calibração do software para a obtenção de uma medida real. 

Na sequência, as imagens foram duplicadas, onde ocorreu a transformação de 

uma delas de RGB para escala cinza (oito bits) por meio do comando Type e a 

outra foi dividida em componentes de imagem (vermelho, verde e azul), mediante 

Split Channels (Figura 10).  
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Figura 10 – Fluxograma de separação das sementes de arroz, captura e processamento das 

imagens e procedimento estatístico. 



43 
 

Após a duplicação das imagens, foi realizada a seleção de forma 

individual das sementes de arroz com o auxílio das ferramentas eliptical e convex 

hull. Recorrendo à ferramenta de seleção de pixels, foram realizadas múltiplas 

seleções estabelecendo as regiões de interesse (ROI) para cada uma das 

sementes em cada uma das imagens transformadas. Com o auxílio da 

ferramenta Measure, foram determinadas as medidas de cada região de 

interesse, a contagem de pixel total (média), máximo e mínimo, para cada tipo 

de semente de arroz vermelho e arroz preto analisado, por meio de faixas de 

cores (escala de cinza, vermelho, verde e azul).  

As medidas de comprimento e largura também foram obtidas empregando 

a ferramenta measure. Para extrair as informações relacionadas à espessura foi 

preciso realizar a avaliação de qual o canal (RGB ou 8 bits) era o mais indicado 

para realizar a segmentação da imagem. No caso das sementes de arroz branco, 

foi utilizado o canal de 8 bits e para as demais sementes (preto e vermelho) foi 

utilizado o canal blue (azul).  

Na sequência foi realizada a segmentação das sementes por meio da 

ferramenta adjust threshold – otsu com a finalidade de dividir a imagem em 

múltiplas regiões ou objetos. Pós segmentação foi utilizado o comando particle 

analyser do plug-in BoneJ (Doube, 2010), com a finalidade de adquirir as 

medidas de espessura das sementes (Figura 11).  

 
Figura 11 – Obtenção da medida de espessura da semente de arroz. 

 

5.2.2 Obtenção dos resultados 

Para os resultados de média, máximo e mínimo foram utilizados para a 

realização da estatística dos dados, empregando delineamento inteiramente ao 
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acaso. Os dados coletados foram submetidos à análise de variância (p≤0,05) e 

havendo significância foram comparados pelo teste de Tukey em nível de 5% de 

probabilidade e submetidos à regressão polinomial. 

Os valores de comprimento, largura e espessura obtidos a partir das 

imagens foram expressos em milímetros (mm) e os utilizados para a base de 

treinamento por aprendizado de máquinas supervisionado. Essa base foi 

composta por 88 linhas e 9 atributos. A classificação foi realizada de duas 

maneiras, a primeira largura e espessura (LARG-ESP) e a segunda utilizando a 

dimensão que teve maior quantidade de classificação na segunda e 

comparando-a com o comprimento (LARG-COMP). A Figura 12 apresenta a 

quantidade de resultados encontrados em cada uma das classificações.  

 

 

Figura 12 – Classificação das sementes de arroz quanto às suas dimensões.  

 

Na sequência, os resultados foram inseridos no Google Colaboratory, 

uma ferramenta que vem sendo bastante utilizada em técnicas de aprendizado 

de máquinas e inteligência artificial com a finalidade de escrever e executar 

códigos em Python.  Foram utilizadas para a categorização da aprendizagem de 
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máquinas as bibliotecas de Numpy, Scipy, Scikit-Learn, Keras, Pandas e 

Matplotlib.  

Os dados foram segregados em dois conjuntos um de teste (30%) e outro 

de treinamento (70%) e depois avaliados empregando os classificadores 

Decision Tree (J48), um método de classificação não supervisionado que tem 

como objetivo a construção de um modelo do valor de um alvo variável pela 

tomada de decisão a partir dos dados e Naive Bayes, onde é possível presumir 

a independência entre os atributos dos dados empregando probabilidade, com a 

finalidade de melhor apresentar o resultado esperado para sua avaliação 

(HARRISON, 2019). 

Os resultados obtidos foram avaliados pela matriz de confusão e assim 

foi medida a eficácia do classificador, fornecendo o número de previsões 

precisas e incertas com base em valores verdadeiros conhecidos (Tabela 5). 

 
Tabela 5 – Medidas avaliadas por meio da matriz de confusão.  

Medidas Fórmulas Conceito 

Accuracy 
𝑡𝑝 + 𝑡𝑛

𝑡𝑝 + 𝑓𝑝 + 𝑡𝑛 + 𝑓𝑛
 

 

Relaciona-se com o número de vezes que 
o modelo previu o valor correto.  
  

Precision 
𝑡𝑝

𝑡𝑝 + 𝑓𝑝
 

 

Tem como finalidade informar com que 
frequência o modelo prevê a quantidade 
de verdadeiro positivo. Menor precisão 
significa maior número de falsos 
positivos.  
  

Recall 
𝑡𝑝

𝑡𝑝 + 𝑓𝑛
 

 

Contabiliza informações relacionadas aos 
falsos negativos, quanto mais baixo o 
valor de recall significa que o modelo 
contém uma quantidade elevada de 
falsos negativos, ou seja, não conseguiu 
identificar corretamente uma grande 
proporção. 
  

F1- Score 2 ∗
𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 ∗ 𝑅𝑒𝑐𝑎𝑙𝑙

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 + 𝑅𝑒𝑐𝑎𝑙𝑙
 

Expressa a média entre a precisão e o 
recall. Os pesos podem ser aplicados se 
uma métrica for mais importante que a 
outra. Uma pontuação alta F1 indica um 
baixo número de falsos positivos e falsos 
negativos, que infere que o modelo 
detecta com precisão ameaças e não são 
influenciadas por incertezas. 
  

*tp: verdadeiro positivo, tn: verdadeiro negativo, fp: falso positivo e fn: falso negativo. Fonte: 
Harrison (2019); Koklu e Ozkan (2020); Kumar et al. (2021).  
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5.3 Resultados e discussão 
 

O processamento digital de imagens permitiu contabilizar, neste caso, a 

escala de cores.  Ao ser comparado em oito bits, as médias dos componentes 

em escalas de cores em pixels de sementes de arroz branco, vermelho e preto 

encontram-se na Tabela 6.  Nota-se que é possível ocorrer a separação em 

todas as escalas. 

Tabela 6 – Comparação entre as médias (%) do total de pixels das sementes de arroz branco, 
vermelho e preto em função das escalas de cores em oito bits. 

Escala Arroz branco 
Arroz 

vermelho 
Arroz preto (AB-AV**) (AV – AP***) 

  (%) 

Cinza 67,6 a B 38,0 b B 22,6 c B 29,6 15,4 

Vermelha 72,6 a A 52,6 b A 24,7 c A 20,0 27,9 

Verde 65,8 a C 37,1 b B 21,4 c C 28,7 15,4 

Azul 62,1 a D 29,2 b C 23,0 c B 39,2 6,2 

*Médias seguidas de letras minúsculas diferentes na linha diferem entre si pelo teste de Tukey 

em nível de probabilidade de 5%. Médias seguidas de letras maiúsculas diferentes na coluna 

diferem entre si pelo teste de Tukey em nível de probabilidade de 5%.  ** Arroz branco separa 

arroz vermelho através da sua diferença de porcentagens. ***Arroz vermelho separa arroz preto 

através da sua diferença de porcentagem **** Arroz branco separa arroz preto.  

Conforme Tabela 6, é possível perceber que as quatro escalas de 

pigmentação permitem a separação entre arroz de diferentes cores. Os 

resultados encontrados para as médias corroboram com os encontrados no 

estudo para separação de defeitos do grão de arroz por Monteiro, Gadotti e 

Araújo (2019), onde a escala cinza, muito utilizada pelas indústrias, também 

apresentou valores intermediários e a escala vermelha apresentou os valores 

mais altos de pixels assim como no presente estudo. É de conhecimento que os 

equipamentos mais modernos trabalham com infravermelho (RGB+NIR) 

(Machvision, 2022), no entanto uma câmara com esse filtro eleva o custo do 

equipamento.  

Na escala verde e azul, a separação mais eficiente seria entre o arroz 

branco e vermelho (AB_AV) através da diferença das porcentagens das medidas 

. Sendo que a escala azul seria considerada a melhor entre as duas pelo seu 

resultado. Assim como no trabalho de Moreira et al. (2022) que para separar as 

sementes de coentro por meio da diferença de cor, a escala mais indicada 

também foi a azul.  
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Em relação às dimensões máximas e mínimas, a Figura 13 apresenta os 

resultados de valores mínimos e máximos de cinza dentro da seleção. Em 

relação aos valores mínimos, a escala vermelha destaca-se apresentando os 

maiores valores em todas as seleções, assim como nos valores máximos.   

 

Figura 13 - Média dos valores mínimos (a) e máximos (b) da componente cinza para cada 
pigmento de arroz, em mm. 

Em relação ao tamanho das sementes, o arroz branco apresenta os 

menores valores de mínimo nas dimensões, o arroz preto os valores 

intermediários e o arroz vermelho os maiores. Para os valores de máxima, o 

arroz branco apresenta os maiores valores, seguido pelo arroz vermelho com 

valores intermediários e o arroz preto com os menores valores entre as escalas 

de cores. Verifica-se, portanto, que o arroz branco possui a maior amplitude com 

os valores mínimos e máximos, o que faz sua separação com as demais cores 

a) 

b) 
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complexa ao se considerar somente o tamanho. Tratando-se de uma separação 

de sementes por tamanho, a utilização dos valores máximos em todas as escalas 

seria a mais adequada.  

Comparando o PDI em outras espécies, esse foi utilizado em grãos de 

soja para determinar suas propriedades físicas comparando-as com métodos de 

medições tradicionais. Ao final do estudo chegou-se ao resultado de que as 

medidas obtidas por meio das imagens e das análises estatísticas tornaram o 

método viável (GUEDES et al., 2011). 

Ao analisá-los, nota-se que todas as sementes apresentaram dimensões 

semelhantes. Conforme USDA (1994) e FAO (1995), um grão de arroz longo fino 

tem comprimento de 3,0mm ou mais, um médio de 2,0 a 2,9mm e curto de 1,9mm 

ou menos.  

De acordo com Azapoglu et al. (2022), ao avaliarem sementes de arroz, por meio 

das dimensões de largura, relação de largura de comprimento, comprimento e 

espessura, verificaram que os valores de média de comprimento foram de 9,7 

mm, podendo variar entre 8,2 e 11 mm. Para a largura, a média foi de 2,5 mm, 

variando entre 2,3 a 2,7 mm, a relação de largura de comprimento obteve 

intervalo mais significativo entre 3,0 a 4,5mm e média de 3,74mm e a espessura 

entre 1,7 e 2,11 mm, com a média o mesmo valor de 2,11mm. Os resultados da 

Tabela 7 estão de acordo com as obtidas pelo processamento de imagens, 

partindo do princípio de que variedades diferentes, no caso de pigmentos, 

possuem dimensões diferentes.  

Tabela 7 – Médias das dimensões das sementes de arroz branco, vermelho e preto.  

Dimensão (mm)  Arroz Branco  Arroz Vermelho Arroz Preto 

Comprimento  7,08 a A 6,18 a B 5,34 a C 

          Largura  4,29 b A 2,93 b B 2,91 b B 

          Espessura  1,84 c C 2,01 c B 2,15 c A 

*Médias seguidas de letras diferentes, minúsculas na linha e maiúsculas na coluna, diferem entre 

si pelo teste de Tukey em nível de probabilidade de 5%.  

Nota-se que as sementes de arroz branco podem ser separadas das 

sementes dos demais de acordo com o comprimento e a largura. Em relação à 

largura e espessura do arroz vermelho e preto, os valores muito próximos podem 

dificultar o processo de separação das sementes. Esta ocorrência pode ser 

explicada pelas semelhanças visuais, ocasionadas pelo uso de uma estreita 
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base genética durante o processo de melhoramento (MENEZES; ROMERO, 

1996).  

Li et al. (2018) discutem que ainda há dúvidas em relação ao processo 

envolvido na determinação do tamanho da semente de arroz, mas que a divisão 

e expansão celular na palea e na lema, que define a capacidade de 

armazenamento da semente e limita o enchimento da semente. Estudos 

recentes identificaram vários loci de características quantitativas e uma série de 

genes como reguladores chave do tamanho da semente. Entende-se então que 

isso é uma característica determinada geneticamente em cada espécie. 

No trabalho com sementes de trigo, Khatri, Agrawal e Chatterjee (2020) 

concluíram que apesar da aprendizagem de máquinas ser uma técnica que vem 

contribuindo e sendo bastante utilizada para a classificação de grãos e 

sementes, ainda existem alguns desafios principalmente relacionados à análise 

de sementes em geral por apresentarem características semelhantes e 

diferentes categorias. 

A Figura 14 apresenta as características extraídas por meio do 

classificador J48 em relação à diferenciação de largura e espessura de acordo 

com separação das sementes, e a partir de tomadas de decisões, formando 

assim uma árvore de classificação constituída por nós, ramos e folhas. Para a 

construção da árvore foi utilizado o conceito do atributo Gini, responsável por 

medir a impureza dos nós variando de 0 a 1. Se o nó é igual a 0, é detectada a 

pureza das classes e se o valor é igual a 1 indica que há distribuição de 

elementos em várias classes (GÉRON, 2019). Nesse caso, a classificação das 

sementes pode ser realizada de acordo com as diferenças de largura e 

espessura, resultando em classes puras e com classificação podendo ser 

explicada por meio das dimensões encontradas durante o processamento. 

É possível visualizar ainda na Figura 14 (APÊNDICE A) que a medida de 

espessura, independente do pigmento, é o parâmetro que mais permite ranquear 

as sementes. No entanto, esse classificador possui uma precisão de 100% e 

com isso nota-se que o mesmo não diferencia as classes, visto que 

historicamente a largura é a técnica de separação mais usada. Peske, Baudet e 

Panozzo (2019) comentam que para a separação de arroz vermelho de branco 
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deve-se utilizar uma peneira corrugada de perfuração 3,0 mm na 3ª posição da 

máquina de ar e peneiras, pois o arroz vermelho possui largura superior a essa 

medida. No entanto, o rendimento da máquina pode reduzir em até 40% com 

essa técnica. Contudo para as variedades atuais, a dimensão de espessura 

torna-se mais adequada para a separação utilizando peneiras de furo oblongo 

como nova alternativa. 
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Figura 14 – Árvore de decisão J48 largura e espessura entre os pigmentos de sementes de arroz.
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Nesse caso, as sementes poderiam ser separadas utilizando as diferenças 

quanto ao comprimento, largura e comprimento ou largura. A última classificação pode 

ser explicada por meio das dimensões encontradas durante o processamento. As 

sementes poderiam ser separadas tanto pela diferença de comprimento, como por 

diferença de largura.  Esse processo vai depender do método de separação a ser 

utilizado pela indústria. No beneficiamento das sementes, a máquina utilizada para 

fazer a separação de sementes de arroz, principalmente o vermelho é denominada 

separador de cilindro ou trieur. Para a separação quanto às diferenças em largura e 

espessura é utilizada a máquina de ar e peneiras, empregando peneiras de perfuração 

redonda para a separação por largura e peneiras de furo oblongo para a separação 

por espessura (PESKE et al., 2019). 

A matriz de confusão avalia os atributos de accuracy, precision, recall e f1-

score. Os resultados obtidos por meio da aprendizagem de máquinas indicam que 

para a accuracy, o conjunto de treinamento para cada modelo compreendeu 82% e 

61% para LARG-COM e LARG-ESP, respectivamente para Naive Bayes. Na 

classificação por meio do J48, todas as avaliações obtiveram o resultado de 100%. 

Essa accuracy pode não ser a mais adequada para trabalhar com separação, pois ela 

tende a induzir que o modelo consiga distinguir apenas uma classe entre todas as 

classificadas. 

No trabalho de Khatri, Agrawal e Chatterjee (2020) foram avaliadas, de forma 

independente, os parâmetros perímetro, compactividade, comprimento, largura, 

coeficiente de assimetria e o comprimento e os valores encontrados nos 

classificadores de Naive Bayes e J48 foram de 94% e 92%. 

Com a finalidade de avaliar recursos geométricos de sementes de três 

variedades de maçãs, por meio de imagens digitais utilizando entre os modelos de 

classificação Naive Bayes e J48, Koklu; Ozkan (2020) calcularam os atributos de 

dimensões lineares e foram utilizadas análises discriminantes de ‘Gala’ com 'Inigared', 

'Gala' com 'Jonagold', 'Indad' com 'Jonagold' e 'Gala' com 'Initared' com 'Jonagold' com 

resultado de maior precisão de 93% com a utilização do classificador J48, viabilizando 

a possibilidade de determinar recursos ligados às sementes de forma rápida, 

econômica e não destrutiva. 
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A Tabela 8 apresenta os resultados de macro avg obtidos após o treinamento 

pela média aritmética de todas as pontuações de F1 score por classe. Essa pontuação 

geralmente é utilizada no caso em que todas as classes precisam ser tratadas 

igualmente, para avaliar o desempenho geral do classificador em relação aos rótulos 

de classe. Observa-se que em ambos os classificadores a precision de sementes não 

separadas para a classe de LAR-ESP foi semelhante, assim como na classe de LARG 

-COMP. Mesmo com o primeiro modelo J48 de classificador apresentando valores 

superiores de observações, na comparação com os demais parâmetros, valores 

inferiores são encontrados. Esse resultado corrobora com o citado anteriormente que 

a largura era uma diferença utilizada na separação nos processos de beneficiamento 

e que agora sua eficiência é baixa devido à semelhança de largura existente entre as 

sementes de arroz de diferentes pigmentos. 

Tabela 8. Acurácia e média dos atributos obtidos por meio dos classificadores, em %.   

Classificadores 
 

Accuracy  
Precision Recall F1-score Classe 

J48 
33 20 19 19 LARG-ESP 

72 18 20 17 LARG-COMP 

Naive Bayes 
43 21 21 21 LARG-ESP 

73 39 30 31 LARG-COMP 

 

Koklu e Ozkan (2020) citam que duas condições relevantes, a primeira refere-

se ao fato de os modelos realizarem a classificação de modo adequado apresentando 

valores significativos ou seja o valor de f1-score também é alto em toda classificação 

e a segunda refere-se ao valor de precisão ser realmente positivo em todos os 

classificadores utilizados, visto que os mesmos determinam a proporção do número 

de classificados positivos para todos os aspectos positivos proporcionais à precisão.  

 

Na Figura 15 encontra-se a matriz de confusão das classificações das 

sementes em relação à largura e à espessura dos dados de treinamento e largura e 

comprimento para ambos os classificadores. O classificador Naive Bayes ao ser 

utilizado na classificação da largura e espessura verifica-se que apenas a classe de 

LARG_PRET/ESP_PRET teve seu resultado classificado corretamente. As classes de 

ESP, ESP_PRET e ESP_VERM contém em suas classes 4, 8 e 7 avaliações, 

respectivamente, sendo que dessas 2, 4 e 1 são consideradas como verdadeiro 
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positivo e o restante é considerada falso negativo. As demais classes registraram 

avaliações de falso positivo e falso negativo durante a separação.   

 

 
Figura 15 – Matriz de confusão para largura e espessura com os dados de treinamento.   

Ao se tratar das avaliações de largura e comprimento (Figura 16), a classe de 

comprimento (COMP) identificou corretamente 42 avaliações e 23 avaliações 

consideradas falso positivo e distribuídas em seis classes diferentes. A classe de 

comprimento e largura totalizou 141 avaliações, sendo que dessas 127 foram 

classificadas como verdadeiro positivo, sendo a classe com maior quantidade de 

separação. As classes de COMP_LARG, COMP_PRET/LARG_VERM, 

COMP_VERM/LARG e LARG obtiveram os acertos de acordo com o seu classificador.    

 



55 
 

 

Figura 16 – Matriz de confusão para largura e comprimento com dados para treinamento.  

 

A Figura 17 mostra os resultados para a matriz de confusão a partir dos dados 

de teste. Ao separar o LARG-ESP por meio do Naive Bayes é possível notar na 

distribuição das classes que nenhum dos valores corresponde ao valor real, ou seja, 

nenhum verdadeiro positivo. LARG identificou o total de 52 avaliações, sendo que 

destas 22 são consideradas falsos positivos.  

 

Figura 17 - Matriz de confusão para largura e espessura com os dados para teste. 
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Ao analisar as matrizes classificação de COMP/LARG é possível verificar que 

sua estrutura é semelhante. A classe de COMP/LARG de ambas apresentam 

resultados e distribuição dos valores de falso positivo e negativo semelhantes e a 

maior avaliação de verdadeiros positivos (Figura 18). 

 

 

Figura 18- Matriz de confusão para largura e comprimento com os dados para teste. 

 

Assim, é possível concluir que ainda a largura é a melhor medida de separação, 

mas, no entanto, as relações de comprimento e largura são as mais interessantes 

para obter maior eficiência do processo, com precisão de 72 e 73%. 

 A análise de imagens é considerada uma técnica econômica, baseada em 

modelos de textura, características geométricas, formas e descritores, sendo úteis 

para a separação de sementes e grãos podendo ser utilizada em diversas aplicações 

industriais. Uma alternativa a ser levada em consideração é a combinação das 

propriedades de textura e geometria ocasionando resultados mais precisos 

(ROPELEWSKA E RUTKOWSKI, 2021). 

A busca por resultados mais rápidos, precisos e viáveis contribui para o 

crescimento da utilização da técnica em sementes de diversas espécies e variedades 

e diferentes utilidades podendo ser adaptadas em equipamentos já existentes. 

 



57 
 

5.4. Conclusões 

Para a separação de sementes de arroz vermelho e preto de sementes de arroz 

branco, a componente de cor mais adequada é a escala de vermelho.  Por outro lado, 

para sementes de arroz preto e vermelho a resposta mais eficiente é obtida com a 

escala de azul. 

Para as diferenças de dimensões entre sementes é possível utilizar técnicas de 

processamento de imagens, sendo que as relações de comprimento e largura são as 

mais promissoras para alcançar maior eficiência do processo, com precisão de 72 e 

73%, respectivamente. 

  

6. Considerações finais 

Sugere-se para pesquisas futuras:  
 
1. Aplicar o processamento de imagens e o aprendizado de máquinas em sementes 
de outras espécies;  

2. Explorar a questão dos filtros, pois pode construir-se em técnica promissora, capaz 
de viabilizar o estudo.  

3. Analisar a influência da composição química das sementes, bem como realizar 
análise enzimática na busca de elucidar as possíveis respostas obtidas no 

processamento de imagens. 
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